FUNDACAO GETULIO VARGAS
ESCOLA DE ADMINISTRACAO DE EMPRESAS DE SAO PAULO

Programa Institucional de Bolsas de Iniciacdo Cientifica (PIBIC)

FAKE NEWS NO BRASIL
INSIGHTS EMPIRICOS SOBRE O FENOMENO E AVALIACAO DAS MIDIAS
DIVULGADORAS DE NOTICIAS

ALEX AKIRA OKUNO
ANDRE SAMARTINI

Séo Paulo — SP
2019

Resumo



Este artigo teve como objetivo encontrar insights sobre noticias divulgadas no meio online pelos
portais de divulgacédo brasileiros, com principal foco nas fake news, dada a grande relevancia do
tema no ano de elei¢éo de 2018. Foi feita uma coleta automatizada de titulos de noticias em diversos
websites (web scraping) para a confec¢do de uma base de dados de noticias falsas e verdadeiras.
Com esses dados, foram treinados modelos de classificacdo para distinguir entre as noticias fake e
verdadeiras e os modelos treinados permitiram classificar noticias em fakes ou ndo com acuracia
acima de 92%. Também utilizou-se um modelo para interpretabilidade chamado LIME (Locally
Interpretable Model-Agnostic Explanations), de modo que foi possivel identificar as palavras mais
impactantes e seus respectivos efeitos para a classificacdo das noticias. Por fim, utilizou-se 0s
resultados do modelo de regresséo logistica para propor uma métrica inspirada no indice de Sharpe
para avaliacdo de midias divulgadoras de noticias inspirada no indice de Sharpe.

Palavras chave: fake news, noticias, web scraping, machine learning, processamento de linguagem

natural, LIME, interpretabilidade, classificacdo, indice de sharpe.

1. Introducéo



A utilizacdo de noticias de contetido falso ndo € uma invencéo recente, e ha evidéncias da ocorréncia
deste fenbmeno ha mais de 2 mil anos, mas com a utilizacdo em escala da tecnologia, esse contetido
tem um potencial de disseminagio nunca antes visto [Posetti, Matthews, 2018].1 O alcance desse
fendmeno pode tomar proporcdes consideraveis como no caso da eleicdo nos EUA em 2016, que
pode ter tido seus resultados afetados por conta das fake news [Pogue, 2017]. No Brasil, o tema se
tornou particularmente relevante no ano de 2018, dado o contexto da eleicdo presidencial bastante

polarizada, que € um cenério que pode favorecer difusdo de informagéo de cunho duvidoso.

Utilizando um framework teoérico de Gentzkow, Shapiro e Stone (2016), pode-se entender 0s
incentivos para o surgimento das fake news e potenciais danos a sociedade. Esse tipo de contetdo
surge pois existem incentivos para a formacao de mercado de viés, cuja (i) oferta vem do fato de
que a midia pode ter interesse em ganhos politicos, ao custo de diminuicdo de seus lucros; e (ii)
demanda vem de consumidores que apreciam contetdo viesado. O equilibrio desse mercado nédo é
necessariamente ruim: do lado da oferta, competicdo tende a diminuir o viés e aumentar o bem-
estar; do lado da demanda, a competicéo tende a acentuar ainda mais os vieses. Mesmo o0 segundo
caso é benéfico partindo da hip6tese de que 0s agentes sdo racionais e, principalmente, pesquisam
sobre a informacéo que consomem. Nesse framework, o fato de que 0s agentes nao necessariamente

pesquisam sobre a informacao € o que leva as distor¢des no mercado a diminuicao do bem-estar.

A literatura acerca desse tema vem se expandindo, e diversos trabalhos tém surgido a medida que
o0 tema toma relevancia global. Por exemplo, Gentzkow e Allcott (2016) oferecem aspectos tedricos
sobre o fendmeno, bem como base empirica para sustentacdo do debate no que tange a eleigdo
americana em 2016. Na mesma direcdo, Zhou e Zafarani (2018) mostram um panorama geral do
fendmeno, abordando desde métodos de fact-checking (manuais e automaticos) e deteccéo baseada

em estilo de escrita a modelagem da propagacéo das fake news e credibilidade das fontes de noticias.

Embora o tema tenha relevancia global e a literatura seja crescente, no que tange especificamente
ao Brasil, pouco se trabalha no tema com abordagens empiricas e computacionais como a de

Gentzkow e Allcott (2016) e Zhou e Zafarani (2018). Nesse sentido, um primeiro objetivo deste

1 A short guide to the history of Fake News and Disinformation, ICF] (International Center for Journalists). Julie Posetti and Alice
Matthews.



trabalho é de contribuir com um melhor entendimento do fendmenos das fake news no Brasil. Para
isso, crio uma base de dados de noticias do Brasil e utilizo (i) diversos modelos de classificacéo e
(if) um método chamado LIME para extrair insights provenientes da estrutura textual do corpo das
noticias. Chamarei esses insights de conclusdes durante o desenvolvimento do texto, e defino

conclusdo como um resultado decorrente de evidéncias nos dados utilizados.

ApoOs essa primeira etapa, tenho o objetivo de contribuir com o problema do framework proposto
em Gentzkow, Shapiro e Stone (2016), no sentido de mitigar a assimetria de informacdo que o
leitor de noticias tem para com o contetdo consumido. Para isso, proponho uma métrica para
avaliacdo das fontes divulgadoras de noticias inspirada no indice de Sharpe para avaliacdo do
retorno de ativos financeiros, tomando como hipé6tese que exista variabilidade no nivel de

confiabilidade de diferentes fontes de noticias.

2. O conceito de fake news

N&o existe um conceito universal ou definicdo formal de fake news, dada a variabilidade de formas
em que esse fendmeno pode aparecer na pratica. Entretanto, existem diversos conceitos que rondam
0 espectro de fake news, e irei definir esses diversos conceitos que aparecem frequentemente quando

se fala de fake news.

Existem trés principais caracteristicas que descrevem diferentes conceitos relacionados a fake news:
(i) autenticidade (falsa ou ndo), (ii) intencdo (ma ou ndo), e (iii) se a informacao é, de fato, uma
noticia ou ndo [Zhou e Zafarani, 2018]. Da interacdo dessas 3 caracteristicas, temos varios conceitos:
noticias maliciosamente falsas [Allcott e Gentzkow 2017; Shu et al. 2017; Waldrop 2017], noticias
falsas [Vossoughi et al. 2018], noticias satira [Berkowitz e Schwartz, 2016], desinformacéo [Kshetri e
Voas 2017], misinformacgdo [Kucharski, 2016] e rumor [Buntain e Golbeck 2017]. A seguinte tabela

sumariza esses seis conceitos:

Autenticidade Intencéo Noticia
Noticia maliciosamente falsa Falsa Ma Sim
Noticia Falsa Falsa Desconhecida Sim
Noticia satira Desconhecida N&do ma Sim




Desinformacao Falsa Ma Desconhecida
Misinformacao Falsa Desconhecida Desconhecida
Rumor Desconhecida Desconhecida Desconhecida

Tabela 1: comparagédo de conceitos relacionados a fake news. [Adaptado de Zhou e Zafarani, 2018].

3. Dados

Foram coletados, de maneira automatizada, dados de trés websites, de maneira a consolidar uma

base de dados com noticias falsas e verdadeiras.

Para os websites que representam as fake news, foram os utilizados o newsatual e boatos.org. O
primeiro é um site predominantemente politico e que foi dito, em matéria de 2018 da Folha de SP,
como um dos maiores divulgadores de fake news no Facebook. O segundo, é um projeto de fact-
checking feito por uma equipe de jornalistas que divulgam noticias comprovadas como fake news.
Para o website confiavel, foi utilizado o El Pais, que tem uma reputacdo de profissionalidade

confiavel, segundo a citada matéria da Folha de Séo Paulo.

O conteudo do newsatual se adequa mais aos conceitos que abrangem ou mas intencfes ou
autenticidade desconhecida. Ja o conteudo do boatos.org pode se encaixar em qualquer um dos seis
conceitos, pela propria natureza do projeto que é de checar informacdes de qualquer natureza
duvidosa. Desta forma, a definicao de fake news utilizada no presente trabalho € qualquer contetdo
de cunho informativo na web e que se encaixa em algum dos seis conceitos explicitados na Tabela
1.

Foram coletados, através de web scraping, 20.827 titulos de noticias do website El pais, 2.817
titulos do boatos.org e 2.452 titulos do newsatual, totalizando 26.096 titulos, dos quais 79,8% séo

considerados confiaveis e 21,2% sdo considerados fake.

Para que estas noticias estivessem prontas para as etapas posteriores do trabalho, foi necessario

fazer alguns ajustes a fim de ndo obter resultados espurios. Isto acontece porque diversas noticias



continham palavras indicativas e altamente sugestivas de que se seguia uma fake news, por

exemplo:

(1 Denuncia grave: delegado revela que esfaqueador do Bolsonaro se reuniu com Deputado

Federal antes do crime.

[

URGENTE: Juiza quebra sigilo de dados de celulares do agressor de Bolsonaro

[

E a boba da corte foi Mirian Leitdo.. Que fiasco! Que tragédia!

1 Cuidado - Link “Brincadeira acaba em morte em prédio de Recife” esconde virus

Como pode-se observar, existem alguns padrdes de escrita nessas palavras sugestivas, e estes foram
retirados utilizando-se de Regular Expressions. Assim, apenas palavras pertencentes ao corpo do
titulo da noticia podem denuncia-la como fake. Observou-se, portanto, que é comum encontrar no

titulo de fake news na web palavras chamativas que ndo fazem parte do contetudo da noticia.

Assim, é razoavel assumir que existe um pablico consumidor de informagao que aprecia consumir
viés, como proposto no mercado de viés de Gentzkow, Shapiro e Stone (2016). E estes proprios
autores definem que fake news contém essencialmente sinais distorcidos nao correlacionados com
0s sinais que descrevem a verdade. Assim, temos evidéncia de que essas palavras chamativas fazem
sentido com o framework tedrico e sdo indicativos significativos de fake news. Essa discussdo tem
0 objetivo de validar o uso das noticias coletadas, mas como dito anteriormente, essas palavras
indicativas foram removidas a fim de evitar resultados espurios na etapa dos modelos de

classificacao.

4. Definicdo e formalizagdo matemaética da modelagem do problema

4.1. Modelos de Classificacao

Tomemos a seguinte notacdo para generalizar o conceito de classificacao:

(O [lrepresenta nossa variavel dependente, no caso, um vetor de [] entradas, cuja entrada

1 representa uma classe a qual o titulo de noticia [Ipertence, sendo assim, ¥j € S, sendo [ 0

conjunto das possiveis classes que uma observacao pode assumir;



O [ representa as variaveis independentes, e € uma matriz de dimensdo (] x [, sendo [] 0 niUmero
de observagdes na amostra e [1 a quantidade de atributos (features) que descrevem cada

observacdo na amostra;

O objetivo de um modelo de classificacdo é encontrar uma funcéo [ : R* — [0, 1]° que mapeia o
conjunto de [ atributos de uma determinada observacdo em um vetor de probabilidade [1 de
[lentradas, cujas entradas representam a probabilidade de [1-pertencer a cada uma das [Iclasses.
Formalmente, temos P; = P(y; € 1)Vi € S, sendo 2_ses Ps = L. A classificacio predita para cada
observacdo []que tem um vetor de probabilidade predita [Iserd dada por Yj = argmaisps para
seS.

Para encontrar a funcdo ./ mais adequada, temos que escolher os parametros 6 € ©, sendo © 0
espaco de parametros. Essa escolha é dada pela minimizacdo de uma funcdo de custo -/ (y, X;0),
que por sua vez, ¢ uma funcdo dos erros € = ¥ — f(y, X:0), um exemplo de funcdo de custo é o

erro médio quadratico (MSE), que é simplesmente a soma dos erros de cada observacdo ao

 ASTE (0 ) — 2 ) .
quadrado, ou seja: MSE(y,x:0) = 3711 €, ou em notacdo matricial, 'e.

No caso de uma classificacdo binaria, que € o caso deste trabalho, uma funcdo de custo muito
utilizada é a Log Loss ou Entropia Cruzada (Binary Cross Entropy Loss, ou BCE). Essa funcao é
definida por: BCE(y, X:0) = =3 37 yilog(p;) + (1 — y;)log(1 ~ D), sendo aqui bj a
probabilidade associada a classe correta de ¥i. Essa funcdo é obtida pela minimizacdo da

divergéncia de Kullback-Leibler entre as distribuicdes de ¥ e .

Uma caracteristica muito importante dessa funcdo de custo para o problema de classificacdo é que
ela ndo apenas penaliza predicdes de classe incorretas, mas como também penaliza, para
observagOes corretamente classificadas, a incerteza associada a essa determinada classificagéo.
Exemplificando, uma predicdo que acerta a classe certa (Y5 = ’!fj), mas com probabilidade de 60%
sera mais penalizada que aquela que acerta com probabilidade de 90% (ou seja, quanto maior a

distancia entre "M@ ;P; e Yj).



Em conclusdo, os parametros escolhidos, ¢, serdo agueles que minimizam essa funcéo de custo, ou

seja, 6 = argming.J (y, X; ). Para determinadas classes de funcdes, existem solugdes analiticas
para f, e caso ndo exista solucdo analitica, 0 processo para encontrar 4 é utilizar um algoritmo de
otimizacdo. A maioria dos otimizadores utilizados sdo métodos de primeira ordem, como SGD,
Adam e RMSProp [Nocedal e Wright, 1999].

Neste trabalho, utilizei diversos classificadores, com diferentes caracteristicas de complexidade dos
modelos e de interpretabilidade. Discutirei posteriormente quais serdo 0s critérios para comparar

0s resultados desses classificadores.
Foram implementados os seguintes classificadores :

Regressao Logistica

Naive Bayes

K Nearest Neighbors (KNN)
Support Vector Classifier (SVC)
Decision Tree

Random Forest

Adaptative Boost (AdaBoost)

I Iy Ay N N BN

4.2. Métricas de Avaliacéo e Validacao

Para poder comparar objetivamente diferentes classificadores, existem algumas métricas de
performance, que tém diferentes interpretacoes e serdo peca chave para o trabalho posteriormente.
Para questdes de simplificacdo, assumamos que amostra utilizada tenha V observacgdes, das quais
o foram corretamente classificadas e e = 1 — a foram erroneamente classificadas. Também vamos
condicionar o problema a uma classificacdo de binérias, cujas classes serdo verdadeiro (1) e falso (
0).

(1 Verdadeiros Positivos (TP): quantidade de observacdes de classe 1 corretamente

classificadas.
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Verdadeiros Negativos (TN): quantidade de observacdes de classe 0 corretamente
classificadas.
Falsos Positivos (FP): quantidade de observacoes de classe 0 classificadas como 1.

Falsos Negativos(FN): quantidade de observacgdes de classe 1 classificadas como 0.

, . .oa TP+FP
Acuracia: representa a porcentagem de acerto na amostra, ou seja, N = TP+FP+IN+FN,

Precision: Quantidade de acertos dentre as observacdes classificadas como verdadeiras

TP
TP+FP

- ~ - 7 - —TP
Recall: Quantidade de acertos dentre as observacdes que cuja classe real é verdadeiro TP+FN

precision xrecall

F1 Score: Média harménica entre precision e recall : 2 precision-+recall
Matriz de confusédo: Matriz que mostra 0s acertos e erros acima descritos classe a classe.
Compara-se as classes verdadeiras e preditas nessa matriz, como visto a seguir:

Predicted class

P N
True False
P | Positives Negatives
(TP) (FN)
Actual
Class
False True
N | Positives Negatives
(FP) (TN)

Figura 1: Matriz de Confuséo.

Podemos perceber, desde ja, que sdo necessarias outras métricas além da taxa de acerto de um

classificador para poder avaliar sua performance. Da argumentacdo seguinte, seguem exemplos da

necessidade de métricas como precision, recall e F1 Score.

II.

Desbalanceamento de amostra: € bastante comum encontrar amostras classificadas em
que o numero de observacgdes de uma classe € muito maior que da outra, por exemplo, bases
de dados de transagdes fraudulentas. Dessa forma, um classificador que apenas retorna a
classe majoritaria tem naturalmente alta performance em questdo de acuréacia.

Diferenciacdo de classes: com apenas a métrica da acuracia, ndo podemos saber se o

classificador esta errando mais em determinadas classes, 0 que pode ser crucial para a



analise pois acertar determinada classe pode ter uma consequéncia pratica mais importante
comparativamente. Por exemplo, num caso de detec¢do de cancer, existe maior preocupacao
em corretamente diagnosticar um paciente que tem a doenca do que aquele que ndo possui

a doenca dado que no primeiro caso existe risco de vida.

Além das métricas acima citadas, outras 2 métricas se mostram bastante relevantes:

O Areaunder the curve (AUC): essa métrica nasce do fato de que geralmente existe um tradeoff
entre errar em falsos positivos e verdadeiros positivos em problemas de classificacdo, ou seja,
a partir de certo ponto para aumentar a taxa de verdadeiros positivos (tpr) € necessario um
incremento na taxa de falsos positivos (fpr). Esse tradeoff é retratado na chamada curva ROC
(Receiver Operating Characteristic), que mostra, para um determinado conjunto de dados num
problema de classificagdo como varia a tupla (fpr, tpr) a medida que variamos o limite a
probabilidade estimada a partir do qual consideramos que a classe sera verdadeira. E a métrica
AUC nada mais € que a area debaixo da curva ROC. Também € interessante pontuar que essa
métrica varia de O (pior caso) a 1 (melhor caso). No melhor caso, a AUC serd 1 pois para uma
taxa de falsos positivos de 0, conseguimos ter uma taxa de verdadeiros positivos de 1. Segue

uma imagem com exemplos da curva ROC:

ROC

= =random
good

——better

——hest

0.00 0,10 020 030 040 0.50 0.60 070 (.80 090 100
False positive rate

Figura 2: Exemplos de curva ROC

1 Log Loss: Essa métrica foi mencionada quando falou-se sobre funcGes de perda, mas ela
também é muito importante em questdo de avaliacédo de classificadores. Como ja foi dito, essa

métrica ira bonificar o classificador conforme acerta as classes com maior grau de certeza.



Para que esse conjunto de métricas seja confiavel, precisamos, ainda tratar de outro potencial
problema chamado overfitting (ou sobreajuste), ou seja, quando o critério de classificagdo dos
modelos se ajusta perfeitamente aos dados, mas tem desempenho bastante inferior em novos
conjuntos de dados. Em resumo, o modelo é incapaz de generalizar caracteristicas dos dados,

insumo essencial para boa performance em dados ainda néo vistos durante o treinamento.

Utilizaremos um processo de validacdo cruzada (k-fold cross validation). Neste processo, o
conjunto de dados é dividido em % grupos e ocorrerdo k treinamentos. Por exemplo para &£ = 5, 0
modelo sera treinado primeiramente nos grupos {2,3,4,5} (amostra de teste) e as métricas serdo
calculadas na amostra de treino, o grupo {1}, aquele que ndo foi visto durante o treinamento.
Posteriormente, a amostra de treino serdo os grupos 1 1. 3: 4. 5} e o teste sera {2}, e assim por diante.
A métrica final sera a média entre as métricas dos 5 conjuntos de teste. Deste modo, mitigamos o
overfitting, pois todos as observacdes do conjunto de dados foram utilizadas em algum momento
tanto no treinamento quanto no teste, além de que as métricas se tornam muito mais confiaveis pois

foram calculadas em amostras fora do conjunto de treinamento nas etapas da validagéo cruzada.

Iteration 1 Test Train Train Train Train
Iteration 2 Train Test Train Train Train
Iteration 3 Train Train Test Train Train
Iteration 4 Train Train Train Test Train
Iteration 5 Train Train Train Train Test

Fig. 3: Esquematizacéo da validacao cruzada



3.3. Features Textuais

Para que possamos efetivamente treinar modelos de classificacdo, precisamos extrair de cada
observacao (noticia) variaveis numéricas. De maneira geral, essa etapa pode ser sumarizada em 3

passos [Gentzkow, 2017]:

I.  Representar o texto “cru” 2 como um vetor numerico C'.
II.  Mapear C em valores preditos ¥ de uma variavel de resposta ¥.

I1l.  Usar ¥ na analise descritiva/causal subsequente.

No problema deste trabalho, D representa o conjunto de titulos de noticias coletado e tratado, ¥
representa a variavel de resposta que diz se as noticias sdo ou néo fake, ¥ sdo as estimativas de ¥
utilizando métodos de classificacdo tendo C' como varidveis explicativas. Aqui, cada variavel de
resposta ¥: é descrita apenas pela respectiva noticia D;, de forma que, entdo, P é dividido num
conjunto de documentos {D:};=1. Ademais, métodos de obtencdo de C, ou seja, representacdes

matematicas de D, serdo discutidos nesta secao.

E comum realizar, também, uma etapa de preprocessamento opcional em D, que consiste em retirar
as chamadas stopwords, que sdo palavras extremamente comuns (ex: artigos, conjuncdes, formas
dos verbos ser e estar, etc.). No geral, essas palavras sdo importantes para a estrutura gramatical,
mas ndo tem um significado intrinseco. Por esse motivo, € comum retirar esse conjunto de
stopwords [Gentzkow, 2017]. Neste trabalho, as stopwords utilizadas sdo de uma lista pré-definida

do package de processamento de texto NLTK (Natural Language Toolkit).

Existem duas principais abordagens para a tarefa de construir C, que serdo discutidas em seguida.



3.3.1. TF-IDF

Para o primeiro caso, construiremos a chamada matriz TF-IDF (Term Frequency - Inverse
Document Frequency). Supondo que temos um vocabulario V' na amostra de » palavras distintas, e
que cada palavra v € V' é mapeada em um natural do conjunto IR —{1,....7}. Dessa forma,
podemos denotar tfij (term frequency) como sendo a quantidade de vezes que a palavra Vj>J € R

aparece no documento D;. Para uma amostra de » documentos, podemos definir idf (inverse

1 (ﬂ) . .
document frequency) como %8\ 3 , 0 logaritmo de » sobre a quantidade de documentos em que a

palavra Vj aparece (d =2 Litf,;>0] ).

Em resumo, para um determinado documento (no nosso caso, cada noticia), o vetor TF-IDF sera
um vetor de tamanho » em que cada entrada do vetor é ndo nula nas posi¢Ges que representam
palavras que aparecem naquele documento especifico. Para posi¢des ndo nulas no vetor, o valor é
composto por 2 partes: uma delas é a frequéncia com aquela palavra especifica apareceu no
documento. Porém, apenas com isso, estariamos inflando o efeito de algumas palavras que

naturalmente podem aparecer mais naquela lingua ou contexto.

Desta forma, multiplicamos esse valor da frequéncia da palavra por uma espécie de deflator, que
vai ponderar o peso dessa palavra de acordo com a quantidade de vezes que ela aparece também
nos outros documentos, de forma que se ela aparece muito em diversos documentos, o valor TD-
IDF dessa palavra serd penalizado, e vice-versa. Ao final desse processo, teremos a primeira
representacdo de C, Ciidy, que sera uma matriz de dimenséo n x r. Também poderiamos permitir
gue n-gramas, combinacdes de » palavras (n > 1), sejam incluidas, o que pode ser bastante

relevante, mas ao custo de aumentar ainda mais a dimensao de Ch figr

E importante observar que Ctfidf ¢ uma matriz de dimensdo muito elevada (muitas colunas) e
também muito esparsa, pois 0 conjunto de palavras numa noticia € muito menor que o conjunto de
palavras do vocabulario, e isso pode acabar sendo um empecilho para modelos que ndo lidam bem
com essas caracteristicas. Outra caracteristica importante é que esse método ndo captura aspectos

da mesma palavra em diferentes contextos, justamente por representar cada palavra, para cada



documento, como um valor Unico, e ndo um vetor, que tem diferentes dimensdes que podem

explicar essas variacOes de sentido, o que pode ser benéfico ou ndo dependendo do problema.
3.3.2. Word Embedding

Simplificadamente, word embeddings sdo representacdes vetoriais de palavras e documentos que
permitem capturar caracteristicas como contexto, interac@es entre palavras, similaridade sintatica,
etc. Com a representacao descrita em 3.3.1., cada dimensdo do vetor do documento representa uma
palavra, e essas dimensfes sdo totalmente independentes, no sentido em que ndo ha diferenca
relevante para a representacao vetorial entre trocar uma palavra qualquer por um sinénimo ou uma
palavra totalmente diferente em significado. Essa propriedade advém da propria construcdo da
representacdo, pois cada dimenséo representa uma palavra, e ndo uma espécie de feature abstrata

de significado ou contexto.

Dessa forma, 0 que procuramos aqui € que 0s vetores que representam documentos similares sejam
também similares. Em termos préaticos, para dois vetores = € » que representam sentencas muito
similares, queremos a propriedade que o angulo ¢ entre » e v seja proximo de 0. Definiremos,

portanto, uma métrica de similaridade entre dois documentos representados por w« e » pelo cosseno

u-v

sim(u,v) = cos(0) = iR Quanto mais similares forem esses

do angulo entre eles, ou seja,

documentos, # — (e, portanto, cos(0) — 1 ¢ guanto menos similares forem os documentos, § —
e cos() — —1 E trivial ver que sim(u, v) € [—1,1]Vu, v,

O método de geracdo de word embeddings a ser utilizado neste trabalho é o Word2Vec CBOW
(Word to Vector Continuous Bag of Words). A ideia deste método é tomar uma palavra como input
numa arquitetura de rede neural e tentar prever seu contexto, ou seja, a palavra ou as palavras que

estdo na vizinhanga da palavra input.

Dado um corpus de texto D, temos uma sequéncia de palavras {wi,wa, ..., wi, .} em que 0
subindice refletira apenas a posicdo da palavra no texto. Suponhamos que a palavra

vizinha/contexto de uma palavra W:+1 qualquer seja wt, ou seja, a palavra anterior. Suponhamos



também um vocabulario de V' palavras. Para a estimagéo dos word embeddings, teriamos a seguinte

arquitetura de rede neural:

Input layer Hidden layer Output layer
Xy 6 6)’/
X2 |0 Ol Y,
X3 O O|V;
Xk [O OV
xlo| _— T~ lolw

Fig. 4: Esquematizacédo da rede neural para word2vec

Como input, temos cada palavra contexto em representacdo one-hot, ou seja, num vetor de tamanho
V em que cada dimens&o representa uma palavra, e todas as entradas sdo 0 exceto a que representa
a palavra wt. Também h& um hidden layer sem funcéo de ativacao e de dimenséo N, 0 que necessita
de uma matriz de pesos de dimensdo V' x N, denominada W na figura. Como variavel de resposta,
temos a representacdo one-hot da palavra target. Como esse output tem dimenséo V', precisamos
de outra matriz de pesos de dimensdo N x V, definida como W' na figura. A camada de output

tera uma funcdo de ativacdo softmax.

Os embeddings sdo os pesos aprendidos contidos na matriz W, de forma que o embedding da
palavra indexada por k na representacdo one hot ¢ a linha / da matriz W. E fécil visualizar isso
tendo em mente que o vetor do hidden layer h = Wa. Como todas as entradas em x sdo nulas
exceto para a palavra indexada por & (wk), a representacdo 7 para wx sera a linha k& da matriz W.
Também é importante pontuar que, portanto, a quantidade de neurdnios N no hidden layer é a
dimensdo da representacdo das palavras nesse modelo. Essa representacédo, ao contrario da definida
em 3.3.1., € densa e de dimensdo bem reduzida comparativamente, dado que a escolha de N é um

namero bem menor que I2. Os pesos da segunda matriz, W’ nos daré informacdo sobre como a



palavra representada por A se relaciona ao seu contexto, dado que o output da rede nos da a

distribuicdo de probabilidades das palavras vizinhas de .

Neste modelo, apenas utilizamos uma palavra de contexto como input, mas poderiamos escolher C'
palavras de contexto, tal que C' > 1. Assim, apenas teriamos uma estrutura de rede neural levemente
modificada, com C' inputs de dimens&o 1V que compartilham os mesmos pesos W, como pode ser
visto na figura abaixo. Detalhes e propriedades mais especificas sobre 0 Word2Vec podem ser
vistas em [Mikolov et al., 2013] e [Rong, 2016].
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Fig. 5: Esquematizacdo da rede neural para word2vec

O processo de treinamento dos pesos para embeddings pode ser muito custoso em termos de tempo,
principalmente ao utilizar conjuntos de textos muito extensos (que sdo desejaveis por uma questao
de poderem generalizar melhor na representacdo das palavras, pelo fato de muitos contextos terem
sido parte do treinamento). Uma possibilidade para contornar esse problema é utilizar embeddings
pré-treinados e disponibilizados para download. Utilizarei os embeddings pré-treinados
disponibilizados pelo NILC (Interinstitutional Center for Computational Linguistics - USP), com

as especificacbes Word2Vec CBOW dimensdo 300. Os embeddings do NILC foram treinados em



17 conjuntos de textos, incluindo Wikipedia, Google News, G1, obras literarias de dominio publico,

Revista Mundo Estranho, livros texto, entre outros.

4. Leakage

Como foram utilizadas 2 fontes de noticias fake, é possivel que hajam noticias repetidas, o que
causaria o problema de leakage, que consiste em vazar informacdo do conjunto de treino para o
conjunto de teste. Isso pode ocorrer pois hd uma probabilidade de, na etapa de cross validation, 2
noticias iguais cairem no conjunto de teste e no conjunto de treino, o que traria resultados espurios.

Iremos investigar a existéncia desse problema mais a fundo, ou descartar essa possibilidade.

Para tanto, precisamos de uma métrica de semelhanca entre 2 textos baseado nas letras contidas
nestes. O conceito de distancia de Levenshtein sera utilizado nesta investigacdo. Essa distancia nada
mais € do que o nimero minimo de caracteres que temos que mudar em um texto para que este
fique idéntico ao outro texto que esta sendo comparado. Por exemplo, a distancia entre « cara e

caro € 3, pois temos que fazer a retirada de «, do espaco, e a substitui¢cdo do ultimo « por o.
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Fig 6: Heatmap das distancias de Levenshtein Fig 7: Distribuicdo das distancias de Levenshtein



HIPOTESE: O problema de leakage é inexistente ou irrelevante neste caso, sendo que, uma
metodologia que arrisque excluir noticias que potencialmente possam nado ser repetidas em prol

de retirar noticias possivelmente repetidas traria mais custos do que beneficios para o modelo.

A primeira figura (esquerda) é um mapa de calor das distancias de Levenshtein entre as 2 fontes
fake. Em termos simples é uma matriz »n x k, onde » € a quantidade de noticias na fonte do eixo ¥
e k a quantidade de noticias da fonte no eixo x. Cada entrada #:7 da matriz é a distancia entre a
noticia ; da fonte do eixo ¥ e a noticia J da fonte do eixo .. Apds montar a matriz, apenas colorimos
de acordo com a escala de cor explicitada ao lado do mapa de calor. Visualmente, é possivel ter

indicios de que o problema de leakage ndo seja relevante, pois areas muito claras parecem inexistir.

Para uma nocdo mais precisa da hipGtese acima, vamos ver a distribuicdo das distancias de
Levenshtein. A distancia media é de 62,96 caracteres. Ao mesmo tempo, o tamanho médio de uma
noticia é de 69,97 caracteres. Assim, em média, teriamos que mudar 90% de uma noticia para que
esta fique idéntica a outra, e é razoavel assumir, portanto, que o problema de Leakage é inexiste ou

irrelevante neste caso.

5. Resultados dos modelos de classificacdo

Dadas as consideraces dos capitulos anteriores, podemos ter 2 variaces de features a serem

utilizadas:

I.  Incluindo ou ndo stopwords
Il.  Utilizar TF-IDF ou Word Embeddings

Primeiramente, exploraremos o uso de stopwords utilizando features TF-IDF, para entdo decidir

quanto ao uso de embeddings. Assim, seguem os resultados dessa primeira etapa:



Model Accuracy TN TP FN FP Precision Recall F1-score AUC Logloss

LogisticRegression  0.925919 677 4135 354 31 0921141 0992559 0955517 0.960937 0.208940
BernoulliNB  0.926304 806 4008 225 158 0946846 0962074 0954399 0.940003 0.458769
KNeighborsClassifier 0.825861 137 4155 884 11 0.822035 0997360 0.901791 0.740783 1.963788
SVC  0.801618 0 4166 1031 0 0.801616 1.000000 0.889886 0.944863 0.249439
DecisionTreeClassifier 0838041 794 4081 237 85 0945113 0979597 0962046 0.884940 1.888025
RandomForestClassifier 0.833750 168 4165 863 1 0828361 0999760 0.906026 0916872 0.385947
AdaBoostClassifier 0.896864 591 4070 440 96 0902439 0976956 0.938220 0.831551 0.653651

Tabela 2: TF-IDF sem stopwords

Model Accuracy TN TP FN FP Precision Recall F1-score AUC Logloss

LogisticRegression  0.928613 721 4105 310 61 0.929785 0985358 0.956765 0963639 0.197565
BermnoulliNBE  0.926688 845 3971 186 195 0.955256 0.953193 0954223 0945476 0420767
KNeighborsClassifier 0.825284 134 4155 897 11 0822447 0997360 0901497 0.763432 1.467211
SVC  0.801616 0 4166 1031 0 0801616 1.000000 0.889886 0955914 0.218955
DecisionTreeClassifier 0922263 726 4067 305 99 0930238 0976236 00952682 0842503 2623544
RandomForestClassifier 0.841062 206 4165 825 1 0.834669 0.999760 0909786 0923882 0.375069

AdaBoostClassifier 0.896286 571 4087 460 79 0.898834 0981037 0.938138 0.890352 0.656690

Tabela 3: TF-IDF com stopwords

Primeiramente, para realizar as analises, iremos escolher um critério para eleger o melhor
classificador para tomar como base. Apenas por uma questdo de acurécia, e tomando 80.16% como
benchmark inicial (pois essa € a acuracia de um classificador naive que resulta classe 0 sempre),
poderiamos eliminar KNN, SVC e Random Forest e Adaboost. Os mesmos classificadores também
sdo 0s que menos performam em termos de falsos negativos (precision) também. Como o trabalho
tem um motivador muito forte de entender os drivers da classificacdo das fake news, é muito
importante que o modelo tenha boa performance em termos de precision. Em termos de F1-score,

os 3 classificadores restantes tém performances muito parecidas.

O segundo critério mais importante na escolha do classificador é a logloss. Por um motivo de
explicabilidade, é muito interessante obter um modelo com a menor variancia possivel dentro

daqueles que performam bem em termos de precision, recall e F1. E num contexto estatistico, um



maior grau de certeza nas probabilidades preditas se reflete numa menor logloss. Assim, para ser
utilizado como classificador e com melhores propriedades para posterior analise de explicabilidade,

optamos pelo modelo de regressdo logistica.

CONCLUSAO 2: O modelo de regressdo logistica ¢ o que tem melhores propriedades para

explicabilidade.

Um fato que merece destaque das primeiras tabelas de resultados é que as métricas de acuracia, de
modo geral, variaram muito pouco com a utilizacdo ou ndo de stopwords, porém a composicao da
matriz de confusdo teve composicdes diferentes e bastante notaveis no classificador escolhido
(regressdo logistica). Ao adicionar stopwords no modelo, falsos negativos diminuiram e os falsos
positivos aumentam, mas estes Ultimos aumentaram a uma taxa menor do que a diminuicdo dos

falsos negativos, levando a um aumento geral da acuracia do modelo.

CONCLUSAO 3: Existe um tradeoff entre falsos positivos e falsos negativos no que tange a
utilizacéo de stopwords.

Assim, vamos escolher utilizar stopwords para o modelo que utiliza Word Embeddings como
variavel explicativa. Duas observacdes importantes dessa etapa sao que a variancia da acuréacia dos
classificadores diminui e que o melhor modelo (regressdo logistica) apresenta menos falsos

negativos.

Model Accuracy TN TP FN FP Precision Recall F1-score AUC Logloss

LogisticRegression 0922455 733 4061 298 105 0931636 0974796 0.952727 0948557 0.210502
BernouliNB  0.875505 712 3838 319 328 0923262 0921267 0922264 0903459 0.446823
KNeighborsClassifier 0915336 625 4132 406 34 0910533 0991839 0949449 0951592 0.375540
DecisionTreeClassifier 0883202 592 3998 439 168 0901059 0.959674 0.929443 0.766937 4.034133
RandomForestClassifier 0.878381 403 4162 628 4 0.868894 0999040 0929432 0979816 0.253915
AdaBoostClassifier 0.878199 619 3945 412 221 0.905440 0.946952 0925730 0.900446 0.665157

Tabela 4: Word Embeddings com stopwords



CONCLUSAO 4: Word Embeddings tém uma vantagem em relacdo ao TF-IDF na qualidade da
representacdo numerica das palavras, o que se reflete no fato de que o desempenho dos
classificadores do primeiro tem menor variancia, e desempenho minimo de acurécia é de 87,55%
enquanto que no TF-IDF é de 80,16% (naive), o que pode ser produto da propriedade de vetores

densos e ndo esparsos dos vetores de embedding.
6. LIME: Locally Interpretable Model-Agnostic Explanations

Com o objetivo de explicabilidade do modelo, mais especificamente de encontrar as palavras mais
importantes para a classificacdo, usarei 0 modelo LIME, que funciona como um aproximador local

do classificador.

Para formalizar melhor a metodologia do LIME, vamos definir G como uma familia de
classificadores interpretaveis, e para cada ¢ € G, podemos definir uma medida de complexidade
do classificador £2(9), em oposicdo & explicabilidade. Suponha que uma amostra é classificada pelo
classificador f, sendo /(%) a probabilidade de que = pertenca a uma certa classe. Também definimos
T2 (2), que nos da a distancia entre uma observacao = e x;, podendo definir entdo uma vizinhanga ao
entorno de z. Finalmente, suponha uma funcéo L(f,g,7z) que nos da uma medida de qudo mal 9
aproxima ./ na localidade definida por ...

Finalmente, a 0 modelo escolhido pelo LIME é () = argmingec L(f, g, m) + ©(9), de modo
que escolhemos ¢ que minimiza tanto £, garantindo uma boa aproximacéo local e §2(9), garantindo

explicabilidade .



Fig 8: exemplo intuitivo do LIME. Fonte: Singh, S., Guestrin, C., Ribeiro, M. (2016).

Na figura acima, vemos que a fronteira de decisdo do modelo mais complexo ./ é representado pelo
fundo rosa e azul. A cruz vermelha mais grossa € a observacdo :» sendo explicada. A partir dai, tira-
se uma amostra de observacdes a serem classificadas usando f, cujas importancias sdo ponderadas
pela distdncia a ., a observacdo sendo explicada. A linha pontilnada é o modelo explicativo

aprendido, que é fiel localmente a ./, mas ndo globalmente.

Dessa forma, ao utilizar o LIME, podemos ter uma medida de importancia de cada palavra ao
classificar um titulo de noticia, ainda sabendo se seu impacto colaborou na direcao fake ou nédo. Por
exemplo, para a noticia “Industria brasileira reage com melhora do comércio internacional”, temos

0 seguinte output:

Industria brasiléira reage com melhora do comeércio
internacional



Fake True

Prediction probabilities

brasileira
Fake 004
True [I.54 iternacional
' .02
COMErcio
0.01
reage
0.01
melhora
0.01
Industria
0.01

Fig 9: Palavras mais significativas obtidas com o LIME (1)

A palavra “brasileira” foi a mais significativa em termos de valores absolutos de impacto, seguida
por “internacional”, “comércio”, “reage”, “melhora” e “industria”. No entanto, as palavras
“internacional” e “reage” impactam a probabilidade da noticia ser verdadeira para baixo. Ainda, a
palavra de maior impacto teve um impacto de aproximadamente 4% na probabilidade da noticia ser
verdadeira. Neste caso em especifico, ndo temos palavras muito marcantes pois seus impactos sdo

baixos em termos de magnitude.

Filmes e videogames nao provocam mais violéncia nas
ruas, il estudo

Prediction probabilities

Fake
True [N 030

Fake True

Fig 10: Palavras mais significativas obtidas com o LIME (2)

Ja neste outro caso, temos a noticia “Filmes e videogames ndo provocam mais violéncia nas ruas,
diz estudo”. E possivel ver que agora temos palavras bem mais impactantes em termos de
magnitude. A palavra “diz”, por exemplo, reduziu em 27 pontos percentuais a probabilidade da

noticia ser verdadeira, ao passo que uma das palavras “estudo” e “filmes” aumenta em mais de 10



pontos percentuais a probabilidade da noticia ser verdadeira. As figuras acima mostram o impacto
de cada palavra na noticia especifica, porém, para ter um entendimento global, também irei reportar

0s impactos médios por palavra.

Podemos segmentar as palavras de maior impacto naquelas com impacto na direcdo de diminuir a

probabilidade da noticia ser verdadeira e aquelas que aumentam essa probabilidade.

# Palavras Fake Efeito Palavras True Efeito

1 Lula -0.432823 Petrobras 0.199730
2 Bolsonaro -0.415960 Marquéz 0.155084
3 Boatos -0.393998 Pé 0.149210
4 Temer -0.351613 Neutralidade 0.130236
5 Dilma -0.337519 Nazistas 0.119001
6 Menina -0.325579 Perfeita 0.109333
7 Bandidos -0.323430 Mexicana 0.109016
8 Gilmar -0.322311 Telefonica 0.104287
9 Boato -0.317396 Ouro 0.102923
10 PT -0.314835 Mercado 0.102211
11 Diz -0.305873 Espécie 0.100704
12 Encontrada -0.305011 Awards 0.098492
13 Moro -0.300776 Namorado 0.096771
14 Causa -0.299047 Células 0.095265
15 Dando -0.294733 Principal 0.092039
16 Pastor -0.293603 Fifa 0.091120
17 Gleisi -0.291079 Gas 0.090782
18 Policiais -0.286279 Cérebro 0.090649
19 Morreu -0.282236 Cinema 0.089352
20 Falsa -0.278480 Twitter 0.087616

Tabela 5: Palavras mais importantes obtidas com o LIME

CONCLUSAO: As palavras fake mais significativas tém impacto em termos de magnitude

consideravelmente maiores em relagcdo as palavras mais significativas para verdadeiro. Além



disso, as palavras fake, no geral, se tratam de um tema muito claro: politica e pessoas

relacionadas, enquanto que nas palavras de efeito True os temas sdo dispersos.
7. Indice para ranking de fontes de noticias
Nesta etapa, usarei 0 modelo de classificacédo para criar um indice de qualidade das fontes de noticia.

Para tal, foram coletadas 200 noticias, 20 noticias em 10 portais de noticias de diferentes origens

geogréficas no Brasil, como vé-se na tabela a seguir:

Portal Origem
Zero Hora Porto Alegre
Gazeta do Povo Curitiba
Folha de S&o Paulo Séo Paulo
Tribuna do Planalto Goias e Tocantins
Correio da Paraiba Paraiba
A critica de Manaus Amazonas
Estado de Minas Minas Gerais
O Globo Rio de Janeiro
Diéario do Nordeste Ceara
Correio da Bahia Bahia

Tabela 6: Lista de portais de noticias e origens geograficas

7.1. O Indice de Sharpe

O Indice de Sharpe é um indice muito utilizado em financas para medir o desempenho de ativos
financeiros. Esse indice ira medir o retorno médio de um ativo acima de um ativo acima de um
benchmark, e.g. risk-free rate, ajustado pelo risco do ativo, representado pelo desvio padrdo dos
retornos.

g _ BoR;

Op

7.2. O Indice de Sharpe aplicado as noticias



Cada noticia pode ser representada por Vij: @ = 1,...,10,7 = 1,...,20 onde ; é o indice que
indica o portal de 1 a 10, e 7 indica a noticia de 1 a 20. Para cada noticia, podemos calcular a

probabilidade de ser verdadeira, ou seja, ’(Nij = True),

Vamos considerar que cada portal seja uma espécie de ativo, cujo retorno vem é dado por ter
noticias verdadeiras, ou com alta probabilidade de serem verdadeiras. Deste modo, podemos definir

(Nij = True)

. - _ Ri=4Y2 p i
um analogo de retorno medio para um portal : como “** = 20 £«j=1 , OU seja, a

média das probabilidades das 20 noticias deste portal serem verdadeiras. Como uma medida de
risco, podemos usar o desvio padrao dessas probabilidades, pois se o portal tem noticias com muita
variabilidade de fake ou verdadeira, trata-se de um portal mais instavel e mais arriscado de ser

consumido.

1

SDi = M; = (55 252, (P(Nij = True) — Mi)*)*, Como uma medida de

Portanto, definamos j=1

“performance do mercado”, vamos tirar a média de probabilidade da noticia ser verdadeira em todas

1 10 $20 o
as noticias de todos os websites, ou seja, M = 555 2= ijl P(Nij = T"“‘e). Desta forma,
S, — fi—d

=

v
uma primeira proposicdo de indice para classificar os portais seria SD; . A tabela a seguir

mostra esses resultados.



Fonte Local Ri SDi Si

O Gloho Rio de Janeiro 0,8 0,15 0,33333333
Gazeta do Povo Curitiba 0,81 0,19 0,31578947
Folha de Sao Paulo Sao Paulo 0,8 0,19 0,26315789
Correio da Paraiba Paraiba 0,79 0,18 0,22222222
Zero Hora Porto Alegre 0,78 0,21 0,14285714
O Estado de Minas Minas Gerais 0,76 0,27 0,03703704
Conjunto Completo 0,75 0,22 0
Tribuna do Planalto Goias e Tocantins 0,74 0,23 -0,0434783
G1 Nacional 0,72 0,17 -0,1764706
Diario do Nordeste Ceara 0,7 0,23 -0,2173913
Correio da Bahia Bahia 0,69 0,25 -0,24

A Critica de Manaus Manaus 0,66 0,21 -0,4285714

Tabela 7: Primeira versdo dos indices de Sharpe para os portais de noticia

Um potencial problema com esse approach é que ao considerar o benchmark como a média geral
das fontes, podemos estar sobre penalizando fontes que apesar de ndo terem retorno téo alto, tem

S; = LHi

baixa variancia, como é o caso do G1. Calculando um novo indice dado por SD;, temos:



Fonte Local Ri SDi Si

O Globo Rio de Janeiro 0,8 0,15 5,33333
Correio da Paraiba Paraiba 0,79 0,18 4,38889
Gazeta do Povo Curitiba 0,81 0,19 4,26316
G1 Nacional 0,72 0,17 4,23529
Folha de Sao Paulo Sédo Paulo 0,8 0,19 4,21053
Zero Hora Porto Alegre 0,78 0,21 3,71428
Conjunto Completo 0,75 0,22 3,40909
Tribuna do Planalto Goias e Tocantins 0,74 0,23 3,21739
A Critica de Manaus Manaus 0,66 0,21 3,14286
Diario do Nordeste Ceara 0,7 0,23 3,04347
O Estado de Minas Minas Gerais 0,76 0,27 2,81481
Correio da Bahia Bahia 0,69 0,25 2,76000

Tabela 8: Segunda versdo dos indices de Sharpe para os portais de noticia

8. Conclusao

Neste artigo, foram utilizadas ferramentas de econometria, machine learning e processamento de
linguagem natural para analise de dados de noticias verdadeiras e fake. Primeiramente, foram
implementados modelos de classificacdo de texto com base nos titulos das noticias e, para tal, foram

utilizados dois métodos para transformacao de texto em vetores numéricos: o TF-IDF e word2vec.



O modelo com melhor performance foi a regressdo logistica em ambos os casos, sendo essa
performance medida pela acuracia. Ainda, a acuracia da regressdo logistica foi bastante parecida

nos dois casos: 92,86% para o TF-IDF e 99,25% para o word2vec.

No entanto, considerou-se que melhor opcdo seria o word2vec, pois apesar de uma acuracia
marginalmente menor, apresentou muito menos variabilidade na acuracia dos diversos
classificadores utilizados, sendo que a menor acuracia foi de 87,55%, que é bem razoavel quando
comparada aos 80,16% do TF-IDF. Isso sugere que ha uma maior qualidade da representacéo
vetorial do texto com o word2vec. Além disso, com o word2vec houve menos falsos negativos

(fakes classificados como verdadeiros) na classificacdo quando comparado ao TF-IDF.

Também foi possivel verificar nessa etapa de classificagdo que a remoc¢do ou ndo de stopwords
apresenta um tradeoff em termos de Falsos Positivos e Falsos Negativos ainda mais acentuado.
Enquanto que ao utilizar word2vec diminuiu-se 12 falsos positivos, a utilizacdo das stopwords
diminuiu 44 falsos positivos. Possivelmente, isso se deve ao fato de que as stopwords, apesar de
n&o carregarem palavras com significados expressivos, denunciam o modo de escrita fake, que pode
conter mais conectivos, pronomes, etc., sugerindo que o modo como Se escreve tem suma

importancia para entender as fake news, quando olhamos algo além do préprio contetdo.

Posteriormente, utilizando o modelo de classificacdo escolhido e o modelo LIME para
interpretabilidade, € possivel calcular o impacto positivo ou negativo que cada palavra tem sobre a
probabilidade de uma determinada noticia ser verdadeira. Calculou-se, utilizando todas as noticias
da base de dados, o efeito médio associado a cada palavra. Dessa forma, foi possivel encontrar
evidéncias de que politica foi um alvo temético dos sites ndo confiaveis pois, dentre as palavras
com maior impacto negativo para a probabilidade da noticia ser verdadeira, uma grande parcela é
diretamente associada a politica ou figuras politicas. Por exemplo, dentre as 10 palavras mais fake,
estdo inclusas Lula, Bolsonaro, Temer, Dilma, Gilmar e PT. Contrariamente, as palavras que mais
influenciam para verdadeiro tem temas muito mais diversos, ndo sendo possivel identificar um alvo
tematico tdo evidente. Ainda, verificou-se que o efeito em termos absolutos das palavras mais fake

sdo consideravelmente maiores que os das palavras mais verdadeiras.



Finalmente, foi coletada uma amostra de 20 noticias de 10 portais diferentes de maneira a criar um
ranking de confiabilidade que utilizasse as etapas anteriores do artigo. Este indice criado foi
inspirado no indice de Sharpe. Observou-se que o indice, de modo geral, premiou portais de noticia
grandes como o Globo e Folha de S&o Paulo, o que é bastante razoavel e animador, dado que
noticias desses portais ndo entraram no treinamento do modelo e esses portais foram reconhecidos

como de melhor qualidade.

No entanto, o trabalho apresenta limitagdes e existem pontos a serem melhorados em pesquisas
futuras. Foram coletadas noticias de 3 portais apenas, assim, o trabalho poderia ser expandido para
lidar com uma diversidade muito maior de noticias e temas ao coletar dados de mais fontes. Além
disso, a base de dados foi coletada apenas para este artigo, portanto, ndo ha um benchmark de
comparagdo com outros modelos. Assim, a metodologia deste trabalho poderia ser testada com
dados de texto amplamente utilizados pela literatura como benchmark. A pesquisa também poderia
ser expandida ao utilizar outros métodos de classificacdo utilizando deep learning, que néo foi o
enfoque do trabalho. Por exemplo, é possivel utilizar a familia modelos de atencdo [Vaswani, A. et
al. (2017)] ou BERT [Deuvlin, J. et al. (2019)] para classificacdo de texto. Finalmente, pesquisas

futuras também poderiam explorar métricas mais robustas para rankeamento dos portais de noticia.

Por fim, vemos que mesmo com técnicas avancadas de classificacdo de texto para o problema de
fake news, ainda existe uma porcdo de noticias bastante consideravel que ndo € devidamente
classificada. Assim, € necessaria muita cautela quando se abre a questdo de implementacdo de
algoritmos de deteccdo e bloqueio de fake news na internet dado que a linha que separa fake news

de noticias verdadeiras pode ser bastante ténue para uma parcela significativa de noticias.
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10. Apéndice

10.1. 100 Palavras com maior impacto para fake

'lula’, 'bolsonaro’, 'boatos’, ‘temer’, 'dilma’, ‘menina’, 'bandidos', 'gilmar’, 'boato’, 'pt', 'diz', 'encontrada’, 'moro’,
'causa’, 'dando’, 'pastor’, 'gleisi', 'policiais', 'morreu’, ‘falsa’, 'deputado’, 'gréatis', 'exército’, 'assaltos’, 'rj', 'video',
'‘texto’, jesus’, 'muculmanos’, ‘flagrado’, 'diabo’, ‘professora’, ‘telefone’, ‘aécio’, 'general’, 'link’, ‘aparece’, 'stf’,
‘cadeia’, 'congresso’, 'vagas', 'farsa’, 'video', 'rosario’, 'pm’, 'licia’, 'mata’, 'igreja’, 'amarela’, 'falso’, 'vai',
'joesley’, 'politicos', 'org', 'web', ‘aponta’, 'pf', 'cobra','juizes', 'lei', 'povo’, 'sendo’, 'odebrecht', 'cabral’,
'ministros’, 'senado’, 'praia’, 'cura’, 'pokémon’, 'ladrdo’, 'doacdo’, 'virus', 'sergio’, 'camara’, 'intervencao’,
‘crianga’, 'governo’, 'fatima’, 'acaba’, 'lava’, 'globo’, 'bebé', ‘jean’, ‘wyllys', 'suicidio’, filha', 'mensagem’,
'bandido’, 'mostra’, 'gay', 'adriana’, 'marisa’, 'jato’, 'preso’, 'cunha’, 'mil', 'deputados’, 'veneno', 'juiz',
‘compartilhe’, 'baleia’, 'pesquisa’, 'urgente’, 'lucia’, 'cdo’, 'fazenda’, 'militar’, 'hospital’, ‘carta’, 'supremo’,
janeiro’, ‘circula’, 'militares’, 'escolas’, 'golpe’, 'mst’, ‘policia’, ‘francisco’, ‘'vermelha', 'site’, 'carmen’, ‘brasilia’,
'dodge’, 'avido', ‘foto', 'amanhd@’, 'armadas’, ‘programa’, 'advogados’, 'neves', ‘carmen’, 'maduro’, ‘tsunami’,
'matou’, 'ldcia’, 'bebé', 'mega’, 'palocci', ‘alerta’, 'mendes’, ‘eleicBes’, ‘exército’, 'publicos’, ‘criancas’, 'leia’,
‘presidente’, 'protesto’, ‘assalto’, ‘delacdo’, '7', ‘corruptos',friboi’, ‘islamico’, 'batista’, 'carros’, 'jovem’,
'ministra’, 'usam’, ‘senador’, 'celular’, 'renan’, 'depoimento’, 'caso’, 'dentro’, ‘pokémon’, ‘informacao’, 'pra’,
‘coca’, 'republica’, 'integra’, 'serd’, 'populacdo’, 'psdb’, 'gravida’, 'morto’, ‘cdo’, ‘esquerda’, ‘juca’, 'presos’,



'whatsapp', ‘federal’, 'audio’, 'eduardo’, 'falsos', 'usd’, '1%, 'mal’, 'vém', 'petista’, 'ap6s','calheiros’, 'biblia’, 'carro’,
'marido’, 'hoje’, 'mée’, 'mulher’,'mg’, 'méos'.

10.2. 100 Palavras com maior impacto para verdadeiro

'petrobras’, 'marquéz’, 'pe', 'neutralidade’, 'nazistas', ‘perfeita’, 'mexicana’, 'telefonica’, ‘ouro’, 'mercado’,
'espécie’, 'awards', 'namorado’, ‘células', 'principal’, 'gas’, ‘fifa’, 'cérebro’, ‘cinema’, 'twitter', 'ma’, ‘ondas’, 'oms',
‘oprah’, 'flip', ‘6scar’, 'software', 'mudar’, 'délar', 'inimigo’, 'machismo’, 'banda’, 'riscos', 'oscar', ‘técnica’,
‘italia’, 'sono’, 'assim’, 'estudo’, 'note', 'mensagens’, ‘jagger', 'escritor’, 'google’, 'iphone’, 'liberdade’, '55',
'felicidade’, 'muita’, 'desafio’, 'resisténcia’, 'futebol’, 'neymar’, 'george’, 'bem’, 'lo’, 'grandes’, ‘teme’, 'noticias’,
‘000", ‘carlsen’, 'mudanca’, 'adeus', ‘fiscal', 'jazz', 'pornd’, 'ryan', 'ajuste’, 'ciéncia’, 'orgulho’, ‘apple’,
‘hollywood', 'pessoa’, 'guia’, ‘comida’, 'dali’, 'gelo’, '1986', 'redes’, '2022', 'primeira’, ‘fmi’, 'amazon’, ‘dna’,
‘acesso’, 'tempos’, ‘polémica’, 'planeta’, ‘esperanca’, ‘cozinha', 'tecnologia’, ‘argentina’, ‘carnaval’, ‘continua’,
'vida', ‘jogador', 'noticias', 'apoia’, 'misterioso’, 'primeiro’, 'conhece', 'coisa’, 'jogos', 'voz', 'messi’,
'humanidade’, 'atropelada’, 'arte’, 'depp’, 'ue', 'reconhecer’, 'petrobras’, 'economia’, 'princesa’, 'méxico’, ‘plutdo’,
'pele’, 'bolsas’, 'sinais', ‘instagram’, 'qualidade’, '2020', 'longe’, 'velha’, 'gene’, 'la’, ‘oliver’, ‘crescer', 'scolari’,
‘outras’, 'brown’, 'espanha’, ‘john’, 'rainha’, 'retrato’, 'medidas’, 'brunc’, 'celulares', 'gesto’, 'reais', 'periferia’,
‘personagens’, ‘ultimo’, 'alonso’, ‘viajar', 'bar¢a’, 'vocé', ‘minutos’, ‘sede’, ‘zika', 'desconhecido’, 'movimento’,
'nobel’, ‘acredita’, 'rei', 'recuperar’, ‘costas’, ‘tempo', ‘fome’, 'tdo', 'meméria’, 'felipdo’, 'munique’, 'capitulo’,
‘tela’, 'licBes’, 'apesar’, 'snapchat’, '99', ‘especialista’, ‘90", ‘el’, 'associa¢do’, ‘espero’, ‘nunca’, 'méximo’, ‘david’,
'bolas’, 'silicio’, 'chegada’, 'nadal’, 'férias', 'nada’, 'brasileira’, 'espanhola’, ‘dunga’, ‘the', 'mirror', ‘alcool’,
'drones’, 'telefonica’, ‘feminista’, 'tord', 'shakespeare’, ‘cultura’, 'johnny’, 'séries','siléncio’, 'pédio’, 'paris'.



